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基于犌犅犇犜模型的医院室内空气微生物浓度预测
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（１．大连理工大学附属中心医院，辽宁 大连　１１６０００；２．大连理工大学系统工程研究所，辽宁 大连　１１６０２４；３．大连理工

大学环境学院，辽宁 大连　１１６０２４；４．大连理工大学附属肿瘤医院离退休工作部，辽宁 沈阳　１１００４２；５．大连理工大学附

属肿瘤医院疾病预防与感染控制办公室，辽宁 沈阳　１１００４２；６．大连理工大学附属肿瘤医院教学与学生工作部，辽宁 沈阳　

１１００４２；７．大连理工大学附属中心医院感染性疾病科，辽宁 大连　１１６０００；８．大连理工大学附属中心医院呼吸与危重症

科，辽宁 大连　１１６０００）

［摘　要］　目的　探究基于实时室内空气环境监测数据与机器学习算法的医院室内空气微生物浓度预测。方法　

选取２０２２年５月２３日—６月５日某院四个位置为监测采样点，采用物联网传感器实时监测多种空气环境数据，匹

配各点位采集的空气微生物浓度数据，使用梯度提升树算法（ＧＢＤＴ）对医院室内空气微生物浓度进行实时预测，并

选取其他五种常见的机器学习模型进行比较，对比模型包括随机森林（ＲＦ）、决策树（ＤＴ）、最近邻（ＫＮＮ）、线性回

归（ＬＲ）和人工神经网络（ＡＮＮ）。最后通过平均绝对误差（ＭＡＥ）、均方根误差（ＲＭＳＥ）和平均绝对百分比误差

（ＭＡＰＥ）三个指标验证模型的有效性。结果　ＧＢＤＴ模型在门诊电梯间（Ａ点）、支气管镜诊间（Ｂ点）、ＣＴ候诊区

（Ｃ点）和供应室护士站（Ｄ点）的 ＭＡＰＥ值分别为２２．４９％、３６．２８％、２９．３４％、２６．４３％，ＧＢＤＴ模型在三个采样点

的平均性能高于其他机器学习模型，仅在一个采样点略低于 ＡＮＮ模型。ＧＢＤＴ模型在四个点位的平均 ＭＡＰＥ值

为２８．６４％，即预测值偏离实际值２８．６４％，说明ＧＢＤＴ模型预测结果较好，预测值在可用范围内。结论　基于实时

室内空气环境监测数据的ＧＢＤＴ机器学习模型能够提高医院室内空气微生物浓度预测精度。

［关　键　词］　微生物浓度；室内环境；ＧＢＤＴ模型；空气微生物浓度
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　　空气污染不仅存在于室外，室内的空气污染更

值得关注［１］。随着社会模式和生活方式的改变，人

们９０％的时间都在室内度过
［２］，因此人们对室内空

气质量的研究兴趣日益高涨。长期暴露在通风条件

差或空气质量差的室内环境中会引发一系列健康问

题，如室内可吸入颗粒物ＰＭ２．５或ＰＭ１０可能会引发

心血管和呼吸系统等疾病［３］，挥发性有机化合物

（ＶＯＣｓ）会对肝、肾、中枢神经系统和上呼吸道等产

生毒性或致癌的作用［４］，二氧化碳（ＣＯ２）浓度高时

也可能会不同程度地影响人们的大脑认知功能［５］。

除无机污染物外，室内空气中的生物气溶胶也是不

可忽视的污染物。生物气溶胶是由微生物或生物衍

生材料组成的悬浮生物颗粒，来自人体、空调系统、

室外空气等多种污染源［６７］，可能会导致过敏、感染

传染病、真菌中毒等疾病［８９］。当聚焦于医院这个特

殊的公共场所时，生物气溶胶成为重点关注对象。

研究［１０］表明，空气中的微生物传播是医院感染的主

要传播途径之一。已知的主要致病菌如化脓性链球

菌、结核分枝杆菌和白喉棒状杆菌等，可以通过感染

者的空气飞沫传播引起医院感染［１１１２］，这可能会增

加医院内的工作人员、探视人员，尤其是敏感群体及

病患的感染风险。据估计，空气传播的细菌引起

１０％～２０％的医院感染
［１３］，因此对医院的空气微生

物监测和预防是医院感染防控的工作重点。

室内空气微生物浓度可以较直观地反映感染风

险，然而传统的空气微生物监测存在许多弊端。根据

国家规范《医院空气净化管理规范》规定，医院只在空

气消毒后采样，不能反映日常情况下真实的就医环

境；规范只要求对感染高风险部门如手术部（室）、重

症监护病房等的空气净化与消毒质量进行监测，对其

他部门没有明确规定；如果在医院感染暴发等特殊情

况出现时再进行微生物采样监测，会错过最佳的溯因

时间和防控机会窗口。医院感染的预防与管理严重

缺乏依据，对普通病区存在消毒与监测过度与不足并

存的现象［１４］。传统的空气微生物采样是一项消耗人

力与物力的试验，需要专门的人员在特定采样点对空

气中的微生物进行采样，然后经过培养、计数等一系

列操作才能获得采样点的空气微生物浓度水平，不具

备实时的特点，也就不能及时反映感染风险［１５］。

当前许多研究［１６１９］表明，空气中微生物浓度与

ＰＭ２．５、ＣＯ２、温度等环境变量存在显著相关性，但很

少研究利用该相关性来实现微生物浓度预测。张铭

健等［２０］回顾室内微生物污染水平预测关键技术，发

现一些研究使用多元线性回归的方法评估颗粒物浓

度预测空气微生物浓度水平的可行性，但此类研究

使用模型重复单一、相关环境变量选择有限，预测精

度不能保证。本研究利用多种环境变量评估微生物

（空气中的细菌）浓度的可预测性，分析空气中细菌

总数，以及不同粒径范围的细菌浓度与多种环境变

量、人流量之间的相关性，并使用梯度提升树（ｇｒａ

ｄｉｅｎｔｂｏｏｓｔｉｎｇｄｅｃｉｓｉｏｎｔｒｅｅ，ＧＢＤＴ）算法预测各点

位的空气微生物浓度。采用物联网传感器实时监测
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的环境变量评估医院空气质量及其变化规律，为医

院感染防控提供直接的判断依据。

１　材料与方法

１．１　材料来源　数据来自我国东北地区某三甲医

院，监测时间２０２２年５月２３日—６月５日，共１４ｄ。

空气微生物监测选取该院的４个地点，分别是门诊

电梯间（Ａ）、支气管镜诊间（Ｂ）、ＣＴ候诊区（Ｃ）和供

应室护士站（Ｄ），监测采样地点的特征见表１。

１．１．１　微生物监测数据　采用六级撞击式空气微

生物采样器（苏州宏瑞净化科技有限公司，ＦＳＣＡ６

型）对空气中浮游的微生物气溶胶采样。采样目标

是细菌，培养基为大豆酪蛋白琼脂（ＴＳＡ）培养基。

表１　空气微生物监测４个采样点的特征

犜犪犫犾犲１　Ｃｈａｒａｃｔｅｒｉｓｔｉｃｓｏｆｔｈｅｆｏｕｒｓａｍｐｌｉｎｇｐｏｉｎｔｓｏｆｉｎｄｏｏｒａｉｒｍｉｃｒｏｂｉａｌｃｏｎｃｅｎｔｒａｔｉｏｎｍｏｎｉｔｏｒｉｎｇ

编号 采样点 标本量（份） 消毒环境类型 潜在污染源 通风方式

Ａ 门诊电梯间 ４２ Ⅳ类 人类活动（患者、医务人员、来访者）室外 中央空调＋自然通风

Ｂ 支气管镜诊间 ４２ Ⅲ类 人类活动（患者、医务人员）室外 中央空调＋自然通风

Ｃ ＣＴ候诊区 ４２ Ⅳ类 人类活动（患者、医务人员、来访者）室外 中央空调＋自然通风

Ｄ 供应室护士站 ４２ Ⅲ类 人类活动（患者、医务人员、来访者）室外 中央空调＋自然通风

在４个采样点，每日进行３次采样，每个点位共计采

样４２次，每次采样时间为５ｍｉｎ，流量为２８．３Ｌ／ｍｉｎ，

高度为１．３ｍ。所有标本做好标记后在３ｈ内放入

恒温培养箱，３５℃培养４８ｈ后取出计菌落数，计算

公式如下：

空气中细菌总数（ＣＦＵ／ｍ３）＝

所有平皿菌落数（ＣＦＵ）
采样时间（ｍｉｎ）×２８．３（Ｌ／ｍｉｎ）

×１０００

１．１．２　环境变量监测数据　环境变量数据由部署

在医院的物联网传感器（上海蓝居智能科技有限公

司，ＵＭＩＮＩ２０８室内环境监测终端）监测，传感器集

成了几个模块，可以同时监测细颗粒物（ＰＭ２．５）、可

吸入颗粒物（ＰＭ１０）、ＣＯ２、温度、相对湿度、甲醛

（ＣＨ２Ｏ）和ＶＯＣｓ，传感器的测量参数细节见表２。

此外，试验人员在现场记录采样时间段内采样点的

人数作为人流量数据。

１．２　机器学习模型构建

１．２．１　数据准备　如图１所示，本研究数据准备分

两个阶段。第一阶段：按照微生物采样时间，将空气

微生物数据与环境监测数据匹配。本研究中微生物

采样时间为５ｍｉｎ，传感器检测频率为１ｍｉｎ／次，将

环境监测数据均值与对应点位的空气微生物浓度

数据匹配。第二阶段：利用Ｐｒｏｐｈｅｔ时间序列预测

模型［２１］对缺失的环境监测数据进行填补，Ｐｒｏｐｈｅｔ

算法可拟合时间序列的增长趋势、季节趋势、节假日

效应及误差项获得时间序列的预测值，具有良好的

预测效果。

表２　环境监测传感器的测量参数

犜犪犫犾犲２　Ｍｅａｓｕｒｅｍｅｎｔｐａｒａｍｅｔｅｒｓｏｆｔｈｅｅｎｖｉｒｏｎｍｅｎｔｍｏｎｉ

ｔｏｒｉｎｇｓｅｎｓｏｒ

监测参数 缩写 范围值 分辨率 精度

温度 ＴＥＭＰ －１０～＋６０℃ ０．１℃ ＜±０．５℃

相对湿度 ＨＵＭＩ ０～９５％Ｒ．Ｈ ０．Ｒ．Ｈ ＜±５．０％Ｒ．Ｈ

细颗粒物 ＰＭ２．５ ０～１０００μｇ／ｍ
３ ０．１μｇ／ｍ

３ ＜±１０％

可吸入颗粒物 ＰＭ１０ ０～２０００μｇ／ｍ
３ ０．１μｇ／ｍ

３ ＜±１０％

二氧化碳 ＣＯ２ ４００～２０００ｐｐｍ １ｐｐｍ ＜±１０％

甲醛 ＣＨ２Ｏ ０～１．５ｍｇ／ｍ３ ０．００１ｍｇ／ｍ３ ＜±１０％

挥发性有机物ＶＯＣｓ ０～６ｍｇ／ｍ３ ０．００１ｍｇ／ｍ３ ＜±１０％
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图１　数据预处理
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　　由于空气质量传感器在研究期间存在暂时的离

线情况，丢失了５月２９—３１日３ｄ的环境监测数

据，无法匹配此３ｄ内每个采样点位的９条细菌浓

度数据。因此研究者分别提取了３月１日—５月２８

日３个月内匹配采样时间的环境数据作为源序列，

基于Ｐｒｏｐｈｅｔ算法预测每个环境变量在未来３ｄ内

对应采样时间的９个目标序列。将预测结果按照第

一阶段方法与空气微生物数据匹配，构建４个监测

点位的４×４２×９维矩阵数据集，其中输入特征共８

个，包括表２所示的７个环境变量和人流量变量，输

出变量为空气微生物浓度。

为验证Ｐｒｏｐｈｅｔ算法预测空气变量作为模型输

入的可行性，本研究做出如下验证试验。基于２０２２

年７月１日—２０２３年７月１日４个采样点（Ａ、Ｂ、Ｃ、

Ｄ）一年的环境监测数据，提取每个采样点９：００共

４×３６５条数据进行验证。具体做法如下：为保证与源

试验数据口径对齐，验证试验基于每个点位３６５ｄ的

环境数据，使用９０ｄ的数据作为源数据，使用Ｐｒｏｐｈｅｔ

算法预测未来３ｄ的目标序列，每次预测时间间隔为

３０ｄ，共预测２６ｄ的环境数据。将预测值与真实值进

行对比，使用相对误差指标进行精度检验，试验结果

如图２和表３所示。由于篇幅限制，图２仅展示了

Ａ点位ＣＯ２ 预测结果。可以看出，ＣＯ２ 的预测的上

下界基本涵盖真实值，且预测值与真实值保持较高

一致性。各个环境变量的平均预测误差率较低，在

５．９９％～３４．４３％，属于可用范围。见表３。

１．２．２　ＧＢＤＴ模型　ＧＢＤＴ是一种基于集成学习

的机器学习算法，该算法采用损失函数的负梯度作

为残差近似，并通过逐渐减小残差值最小化损失函

数。与现有研究［１５，２２２４］中常用的回归模型相比，

ＧＢＤＴ可以更灵活地在输入特征上实现非线性和交

叉变换，以捕获空气微生物与环境变量之间不连续、
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图２　Ａ点位ＣＯ２ 预测结果

犉犻犵狌狉犲２　ＣＯ２ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓａｔｐｏｉｎｔＡ

表３　各点位环境变量预测值相对误差（％）

犜犪犫犾犲３　Ｒｅｌａｔｉｖｅｅｒｒｏｒｏｆｐｒｅｄｉｃｔｅｄｖａｒｉａｂｌｅｓｏｆｅｎｖｉｒｏｎｍｅｎｔ

ａｔｅａｃｈｐｏｉｎｔ（％）

点位 ＴＥＭＰ ＨＵＭＩ ＰＭ２．５ ＰＭ１０ ＣＯ２ ＣＨ２Ｏ ＶＯＣｓ

Ａ ８．８３ ２０．７７ ４２．９２ ３２．５９ １１．８０ ４７．９３ ３７．９０

Ｂ ７．３７ ３０．５５ ３２．６１ ３０．８０ １８．６６ １８．３４ ２７．２１

Ｃ ４．４８ ３６．９０ ２４．４５ ２９．０２ ２９．１７ ２３．６０ ３５．６８

Ｄ ３．２７ ２４．３５ ３０．１０ ２８．３０ ７．１８ ３９．６９ ３６．９５

均值 ５．９９ ２８．１４ ３２．５２ ３０．１８ １６．７０ ３２．３９ ３４．４３

非线性的关系，并且该算法无需严格的数据分布假

设，对异常值具有鲁棒性和可拓展性，能够自然地对

非线性决策边界进行建模［２５］。ＧＢＤＴ算法的学习

过程和伪代码见图３、４。（１）初始化一颗决策树来

拟合输入数据。（２）在每次迭代中，计算损失函数的

负梯度在当前模型的值，将其作为残差的估计；然后

估计决策树叶节点区域，以拟合残差的近似值，最后

利用线性搜索估计叶节点区域的值，使损失函数最

小化，生成一个新的决策树。（３）通过将每一步的决

策树加入到原始模型中，得到一个强学习器。
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图４　ＧＢＤＴ算法的伪代码

犉犻犵狌狉犲４　ＰｓｅｕｄｏｃｏｄｅｏｆＧＢＤＴａｌｇｏｒｉｔｈｍ

１．３　模型的验证　为评估所提出方法的有效性，通

过测试集验证和平均绝对误差（ｍｅａｎａｂｓｏｌｕｔｅｅｒ

ｒｏｒ，ＭＡＥ）、均方根误差（ｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，

ＲＭＳＥ）和平均绝对百分比误差（ｍｅａｎａｂｓｏｌｕｔｅｐｅｒ

ｃｅｎｔａｇｅｅｒｒｏｒ，ＭＡＰＥ），计算评估模型的预测能力。

本研究数据集涉及４个采样点，每个采样点的面积

大小、通风情况及人流量等外界因素不同，所以空气

微生物浓度高低及其分布也不相同。使用 ＭＡＥ和

ＲＭＳＥ评估不同模型在同一采样点的预测误差，使

用 ＭＡＰＥ评估同一模型在不同采样点的预测误差。

指标的计算方式如式（１）－（３）所示：
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１．４　统计分析　应用ＳＰＳＳ２５．０软件进行统计分

析。由于各采样点数据有限，不能保证数据都呈正

态分布，斯皮尔曼相关系数不易受离群值影响，适用

于非线性相关关系的探究，故选用斯皮尔曼相关系

数探究空气微生物浓度与环境变量之间的关系。

２　结果

２．１　描述性统计

２．１．１　采样点环境变量分布特征　监测时间段内

４个点位平均气温２５～２７℃，符合国家现行的ＧＢ／Ｔ

１８８８３—２０２２《室内空气标准》中对夏季温度的要求

（２２～２８℃），但Ｂ点的最高温度达２８．９６℃，超出标

准，原因可能是支气管镜诊间的面积小、通风不及

时。相对湿度为２７．２０％～５０．７６％，而夏季相对湿

度的标准是４０％～８０％，所以存在相对湿度过低的

情况。室内ＣＯ２ 最高浓度达９１８．４ｍｇ／Ｌ，平均浓

度在５００～６００ｍｇ／Ｌ。采样点ＶＯＣｓ浓度最高可达

１．２ｍｇ／ｍ
３，ＣＨ２Ｏ平均浓度在０．１５ｍｇ／ｍ

３ 左右，

装修材料和清洁剂可能是主要来源。见表４。

表４　采样点环境变量描述性统计表

犜犪犫犾犲４　Ｄｅｓｃｒｉｐｔｉｖｅｓｔａｔｉｓｔｉｃａｌｔａｂｌｅｏｆｅｎｖｉｒｏｎｍｅｎｔｖａｒｉａｂｌｅｓａｔｓａｍｐｌｉｎｇｐｏｉｎｔｓ

采样点 统计指标
温度

（℃）

相对湿度

（％Ｒ．Ｈ）

ＰＭ２．５

（μｇ／ｍ
３）

ＰＭ１０

（μｇ／ｍ
３）

ＣＯ２

（ｐｐｍ）

ＣＨ２Ｏ

（ｍｇ／ｍ３）

ＶＯＣｓ

（ｍｇ／ｍ３）

人流量

（人／５ｍｉｎ）

Ａ Ｍｉｎ ２４．６０ ２７．２０ １２．４０ １３．００ ４１０．００ ０．０４ ０．００１ １

Ｍａｘ ２６．７０ ４７．４４ ９６．００ １０４．６０ ７３８．４０ ０．３８ １．２００ ３０

Ｍｅａｎ ２５．６２ ３８．７２ ３６．７１ ４２．１５ ５０６．９６ ０．１４ ０．６４０ １０

ＳＤ ０．５１ ４．６１ １９．５１ ２２．３５ ９４．８４ ０．０９ ０．４７０ ８

Ｂ Ｍｉｎ ２１．８５ ２９．２２ ０．８０ １．８０ ４１８．６０ ０．０８ ０．００２ １

Ｍａｘ ２８．９６ ４７．６６ ４３．６０ ５６．２０ ７８４．２０ ２．４９ １．２００ ５

Ｍｅａｎ ２５．６０ ３９．１９ １７．４２ ２０．４８ ４８５．９４ ０．５９ ０．４２０ ３

ＳＤ １．６１ ４．３７ １２．２４ １５．４０ ７１．５７ ０．５２ ０．４４０ ２

Ｃ Ｍｉｎ ２５．０８ ３３．６７ ４．２０ ４．８０ ４０６．６０ ０．０１ ０．０１２ １

Ｍａｘ ２７．２９ ５０．７６ １１２．８０ １１８．００ ９１８．４０ ０．５９ １．１９０ １２３

Ｍｅａｎ ２６．５０ ４０．５８ ３１．７３ ３４．４０ ５７６．０８ ０．１５ ０．６１０ ４５

ＳＤ ０．４７ ４．６７ ２４．７７ ２６．３４ １６０．０６ ０．１５ ０．４６０ ３８

Ｄ Ｍｉｎ ２４．４２ ３３．０１ ９．００ ９．８０ ４２６．５５ ０．０７ ０．００３ １

Ｍａｘ ２６．９０ ４５．１２ ７０．４０ ７７．００ ７４２．８０ ０．４３ ０．２９０ ３

Ｍｅａｎ ２６．２７ ３７．８８ ３５．２６ ４１．１５ ５４１．４５ ０．１８ ０．０９０ １

ＳＤ ０．４５ ３．０３ １５．７０ １９．１４ ９９．６５ ０．０９ ０．０６０ １

　　注：Ｍｉｎ为最小值，Ｍａｘ为最大值，Ｍｅａｎ为平均值，ＳＤ为标准差。
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　　各采样点的颗粒物平均浓度均符合标准（２４ｈ

平均值ＰＭ１０≤０．１ｍｇ／ｍ
３，ＰＭ２．５≤０．０５ｍｇ／ｍ

３），

但浓度波动很大且表现出一定的规律。见图５。不

同位点的ＰＭ浓度水平不同，但波动规律整体表现

一致。ＰＭ值通常会受到开窗通风和人群搅动的影

响，如ＰＭ值在零点时处于一天中的较低水平，早晨

７：００～８：００上班后会持续波动上升，中午左右达到

最高水平，之后持续波动下降，下班后快速下降直到

第二天０：００。周末和节假日基本会出现浓度水平

明显降低的情况，而节假日过后的第一天往往是医

院接诊的高峰期，支气管镜诊间和ＣＴ候诊区可能

会有特殊的就诊情况使得周末特征不明显，这都符

合被监测医院的工作时间及节假日特点。Ａ点电梯

间ＰＭ值的波动幅度较大，浓度忽高忽低，可能是因

为电梯间的人群流动往往呈现出间歇性聚集的状

态，如聚集在一起等电梯或者集中出电梯，符合实际

情况。ＣＨ２Ｏ、ＣＯ２ 与ＰＭ 序列趋势相似，都在中午

达到高峰，凌晨降至低峰。除装修情况外，白天的

ＣＨ２Ｏ还可能来自于消毒剂的挥发，而ＣＯ２ 则与人

的呼吸密切相关。
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图５　采样点环境变量时间序列趋势图
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２．１．２　采样点细菌浓度分布特征　监测医院４个

点位的细菌浓度水平差异较大，１４～２４６６ＣＦＵ／ｍ
３，

其中，Ａ点浓度为４９～８７６ＣＦＵ／ｍ
３，Ｂ点为２１～

５８０ＣＦＵ／ｍ３，Ｃ点为４２～２４６６ＣＦＵ／ｍ
３，Ｄ点为

１４～１６８２ＣＦＵ／ｍ
３。小提琴图见图６。４个采样点

细菌浓度分布不相同，与采样位置的特点有密切联

系。Ａ点和Ｃ点细菌浓度值分散且整体水平较高，

Ｂ点和Ｄ点细菌浓度值则更集中于较低水平。直

观原因是门诊电梯间和ＣＴ候诊区属于开放型空

间，人流量大，而支气管镜诊间和供应室护士站属于

较封闭空间，人员少且活动范围固定。此外，Ｃ点和

Ｄ点存在一些极端的离群值，可能是由于候诊区患

者集中就医或护士站集体开会，或是突发情况所导

致的，如随患者移动的病床或大型仪器等剧烈移动。
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图６　采样点细菌浓度分布图
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　　细菌采样使用六级空气微生物撞击式采样器，

模拟人呼吸道的解剖结构和空气动力学生理特征，
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采用惯性撞击原理进而将悬浮在空气中的微生物粒

子按照微生物粒径大小分等级地收集到无菌平皿１

至无菌平皿６上，每个无菌平皿捕获粒子大小分别

是第一级≥７．０μｍ（皿１）、第二级４．７～＜７．０μｍ

（皿２）、第三级３．３～＜４．７μｍ（皿３）、第四级２．１～

＜３．３μｍ（皿４）、第五级１．１～＜２．１μｍ（皿５）、第

六级０．６５～＜１．１μｍ（皿６）。皿１～皿６表示第一

级到第六级的细菌浓度。

人群活动量更大的 Ａ点和Ｃ点各粒径细菌浓

度均高于Ｂ点和Ｄ点，其中人流量最高的Ｃ点各粒

径细菌浓度也最高，见图７（左）。可能是因为人群

的流动带动了空气流动，导致细菌颗粒物难以沉降，

并且细菌的主要来源之一就是人体，密集的人群导

致了空气中的细菌浓度水平显著提升。图７（右）反

映每个点位各粒径细菌浓度的占比，Ａ、Ｂ、Ｄ点的皿

４、皿５和皿６所占的细菌数量均超过细菌总数的

６０％，点Ｃ也在５０％左右，说明空气中的细菌以

３．３μｍ以下的小粒径为主。这些小粒径细菌更容

易附着在ＰＭ２．５颗粒物上，通过呼吸道进入人体肺

部，相较于大粒径细菌更容易带来感染风险。
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图７　采样点六级细菌浓度及占比对比图
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２．２　相关性分析　本研究采用斯皮尔曼系数分析

空气微生物浓度与各环境变量之间的相关性，见图

８。除Ｄ点外，其他采样点空气中的细菌浓度均与

人流量呈弱到中等正相关关系。Ａ点细菌浓度与

ＣＯ２、ＣＨ２Ｏ呈中等正相关关系，与相对湿度呈中等

负相关关系，与ＰＭ２．５和ＰＭ１０呈弱但正相关关系。

在Ｂ点，细菌浓度与ＰＭ２．５、ＰＭ１０、ＣＨ２Ｏ和 ＶＯＣｓ

呈弱到中等正相关关系，与相对湿度呈弱负相关关

系。在Ｃ点，细菌浓度与ＣＯ２、ＣＨ２Ｏ、ＰＭ２．５、ＰＭ１０、

和ＶＯＣｓ呈弱但正相关关系。Ｄ点的细菌浓度与环

境变量之间的相关性并不显著，原因是医院对消毒供

应室的环境卫生要求非常严格，除定期打扫消毒以

外，进入供应室人员必须穿工作服、戴鞋套等以保证

无污染源带入，并且工作时间护士站人流量较少，部

分采样期间只有采样人员在场，Ｄ点的人流量与空

气微生物浓度相关性也不显著。

各采样点皿１～皿６与环境变量之间相关性分

析结果显示，较大粒径的细菌与人流量相关性更强，

随着粒径的缩小，细菌浓度与ＰＭ２．５和ＰＭ１０的相关

性逐渐增强。尤其是粒径为１．１～２．１μｍ 的细菌

浓度更为明显，也就是粒径小的微生物更多附着在

粒径大小相似的颗粒物上生存。

２．３　预测模型结果　为验证ＧＢＤＴ模型在预测空

气微生物浓度水平上的性能，本研究选取其他５种

常见的机器学习模型进行比较，对比模型包括随机

森林（ｒａｎｄｏｍｆｏｒｅｓｔ，ＲＦ）、决策树（ｄｅｃｉｓｉｏｎｔｒｅｅ，

ＤＴ）、最近邻（ｋｎｅａｒｅｓｔｎｅｉｇｈｂｏｒ，ＫＮＮ）、线性回归

（ｌｉｎｅａｒｒｅｇｒｅｓｓｉｏｎ，ＬＲ）和人工神经网络（ａｒｔｉｆｉｃｉａｌ

ｎｅｕｒａｌｎｅｔｗｏｒｋ，ＡＮＮ）。模型的输入输出如１．２．１

节所述，７个环境变量和人流量变量作为模型的输

入，空气微生物浓度作为模型的输出。每个采样点

取８０％数据作为训练集，２０％数据作为测试集，取５

次五折交叉验证平均值为模型的最终得分，结果见

表５。经过计算，ＧＢＤＴ模型在Ａ、Ｂ、Ｃ、Ｄ４个采样

点的 ＭＡＥ均值为１００．８１，ＲＭＳＥ均值为１６０．６５，

这些数值优于其他机器学习模型，即ＧＢＤＴ模型的

平均性能高于其他机器学习模型，仅在Ｂ点略低于

ＡＮＮ模型。同时，ＧＢＤＴ模型在４个点位的 ＭＡＰＥ

均值为２８．６４％，即预测值偏离实际值２８．６４％，说

明该模型预测结果较好，预测值在可用范围内。
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　　注：为犘＜０．０５，为犘＜０．０１。

图８　微生物浓度与环境变量的斯皮尔曼相关系数矩阵

犉犻犵狌狉犲８　Ｓｐｅａｒｍａｎｃｏｒｒｅｌａｔｉｏｎｃｏｅｆｆｉｃｉｅｎｔｍａｔｒｉｘｂｅｔｗｅｅｎｍｉｃｒｏｂｉａｌｃｏｎｃｅｎｔｒａｔｉｏｎａｎｄｅｎｖｉｒｏｎｍｅｎｔａｌｖａｒｉａｂｌｅｓ

表５　不同采样点不同模型平均预测误差

犜犪犫犾犲５　Ｍｅａｎｐｒｅｄｉｃｔｉｏｎｅｒｒｏｒｓｏｆｄｉｆｆｅｒｅｎｔｍｏｄｅｌｓａｔｄｉｆｆｅｒｅｎｔｓａｍｐｌｉｎｇｐｏｉｎｔｓ

采样点 评估指标
预测模型

ＲＦ ＤＴ ＫＮＮ ＬＲ ＡＮＮ ＧＢＤＴ

Ａ ＭＡＥ ９７．２０ １２３．５８ １１１．７４ １３９．５６ １２４．１９ ９４．４７

ＲＭＳＥ １２３．１２ １６７．８３ １３８．３１ １７７．０４ １５３．６８ １２８．６６

ＭＡＰＥ（％） ２４．３７ ２９．２０ ２９．６０ ３１．５８ ４０．３６ ２２．４９

Ｂ ＭＡＥ ７１．５６ ８７．４８ ８４．９７ ８５．８９ ６３．１５ ６９．０１

ＲＭＳＥ １０１．０２ １２６．００ １１６．６０ １２４．０５ ９７．０３ ９９．３７

ＭＡＰＥ（％） ４０．０３ ４４．４２ ４７．８８ ４４．５３ ３３．３８ ３６．２８

Ｃ ＭＡＥ ２１６．４８ １９３．７０ ２４８．３０ ３２２．８３ ２０２．１７ １８７．０１

ＲＭＳＥ ３４９．１０ ２９９．８５ ３８０．４５ ５００．７０ ２７３．３５ ３１４．５５

ＭＡＰＥ（％） ３８．７１ ３３．０２ ４４．７５ ５９．２７ ３９．７７ ２９．３４

Ｄ ＭＡＥ １３６．６０ ７７．７１ １０５．５９ １９７．４２ ６９．５４ ５２．７５

ＲＭＳＥ ３２９．９９ １５７．５８ ２４６．４５ ４４３．０３ １３５．１５ １００．０１

ＭＡＰＥ（％） ３６．４４ ３４．０１ ３１．５９ ６１．４４ ３１．１７ ２６．４３

２．４　对照试验　为进一步验证Ｐｒｏｐｈｅｔ时间序列

预测模型的有效性和ＧＢＤＴ模型在解决非线性关

系上的优越性，本研究以２．３节中ＧＢＤＴ模型预测

结果为对照组，设计了试验组 Ａ和试验组Ｂ，具体

试验设置及结果见表６。

试验组Ａ：由于２０２２年５月２９—３１日的环境

监测数据丢失，导致Ａ、Ｂ、Ｃ、Ｄ４个点位中，每个点

位的９条细菌浓度数据无法匹配到环境数据，无法

构建样本。因此实验组 Ａ中，删除了该９条样本，

使用剩余３３条数据对每个点位进行建模，模型选

择、模型参数及交叉验证次数与对照组保持一致。

在删除了９条样本后，由于数据量的减少，模型无法

得到充分训练，４个采样点位的预测结果均出现了

不同程度的下降，说明样本量的大小对模型的预测

精度有重要作用。如１．２．１节结果所示，Ｐｒｏｐｈｅｔ

模型的预测在可用范围之内，其带来的样本量增加

可以显著提升模型的预测精度。

试验组Ｂ：传统的线性回归模型在建模前需要

过滤掉非显著线性相关的变量，以减轻模型的参数

量和复杂度，获得更好的拟合结果。但ＧＢＤＴ模型

不同于传统的线性回归模型，可以拟合变量间复杂

的非线性关系，因此本研究未进行特征过滤，将全部

·４９７· 中国感染控制杂志２０２４年７月第２３卷第７期　ＣｈｉｎＪＩｎｆｅｃｔＣｏｎｔｒｏｌＶｏｌ２３Ｎｏ７Ｊｕｌ２０２４



特征添加到预测模型中，以获得更好的预测结果。

为进一步验证该假设，设置试验组Ｂ，以２．２节结果

为基准，删除每个点位不显著相关的特征，如点位Ａ

删除ＴＥＭＰ、ＶＯＣｓ两个特征。由于点位Ｄ的环境

对卫生要求严格，经常清洁消毒，导致无环境变量与

细菌浓度显著相关，因此试验组Ｂ中不计算点Ｄ的

预测结果。其余试验设置与对照组保持一致。在删

除了每个点位中不显著相关的特征后，各个点位的

模型预测绝大多数指标呈现显著下降趋势，说明传

统线性模型的特征过滤方法并不适用于本研究的

ＧＢＤＴ模型，ＧＢＤＴ模型可以拟合不同变量间的复

杂非线性关系。

表６　ＧＢＤＴ模型与两个试验组性能比较

犜犪犫犾犲６　ＰｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎＧＢＤＴｍｏｄｅｌａｎｄｔｗｏｔｅｓｔｇｒｏｕｐｓ

采样点位 评估指标 ＧＢＤＴ模型 试验组Ａ 性能提升Ａ（％） 试验组Ｂ 性能提升Ｂ（％）

Ａ ＭＡＥ ９４．４７ １１２．０２ －１８．５８ １０６．４１ －１２．６４

ＲＭＳＥ １２８．６６ １７４．１７ －３５．３７ １７６．３５ －３７．０６

ＭＡＰＥ（％） ２２．４９ ３９．９６ －７７．６８ ３２．９７ －４６．６０

Ｂ ＭＡＥ ６９．０１ ７６．９１ －１１．４５ ７０．６５ －２．３８

ＲＭＳＥ ９９．３７ １１７．５０ －１８．２４ １０４．９９ －５．６６

ＭＡＰＥ（％） ３６．２８ ３７．６０ －３．６４ ３９．０７ －７．６９

Ｃ ＭＡＥ １８７．０１ １７３．３９ ７．２８ １８９．１５ －１．１４

ＲＭＳＥ ３１４．５５ ３２２．８５ －２．６４ ３１０．２８ １．３６

ＭＡＰＥ（％） ２９．３４ ２１．７２ ２５．９７ ２２．４４ ２３．５２

Ｄ ＭＡＥ ５２．７５ ６４．３１ －２１．９１ － －

ＲＭＳＥ １００．０１ １３４．３７ －３４．３６ － －

ＭＡＰＥ（％） ２６．４３ ３１．０１ －１７．３３ － －

３　讨论

本研究探索利用多种环境变量评估微生物（空

气中的细菌）浓度的可行性。医院环境非常复杂，各

种因素如医院设计、通风系统、温度、相对湿度、各种

污染物、人口密度和消毒方法等，都会影响空气中细

菌的浓度［２６］。分析空气中细菌总数及不同粒径范

围的细菌浓度与多种环境变量（温度、相对湿度、

ＰＭ２．５、ＰＭ１０、ＣＨ２Ｏ、ＣＯ２ 和ＶＯＣｓ）之间的相关性，

并采用ＧＢＤＴ算法预测各点位的空气微生物浓度。

通过测试集验证，以及 ＭＡＥ、ＲＭＳＥ、ＭＡＰＥ评估

模型的预测能力；通过物联网传感器实时监测的环

境变量，评估医院空气质量及其变化规律。

在选定的采样点中，细菌浓度水平差异显著。

细菌的平均浓度为３０４ＣＦＵ／ｍ３，研究选取的采样

点位按医院消毒卫生标准分类是Ⅲ类环境或Ⅳ类环

境，只有供应室护士站的细菌浓度可勉强达标，其

他三点均超过标准。世界卫生组织认为，空气中

的细菌总数超过７００ＣＦＵ／ｍ３，感染风险很大，小

于５００ＣＦＵ／ｍ３，感染风险较小。可以发现，Ａ点和

Ｃ点这样的开放空间中细菌浓度超标的可能性更

大，感染风险也更大，开放型空间应作为医院感染防

控的关键。

当前有研究［１５，２２，２７］探究利用颗粒物浓度评估空

气中微生物水平的可能性，但也有研究［２８］认为用颗

粒计数代替空气微生物采样没有足够的理论支撑。

我们认为，这种不一致源于不同的研究通过不同的

方法探究二者之间的相关性，有时选择的方法对当

前的数据分布来说是不适用的。同时以往的研究只

考虑颗粒物浓度这个单一特征，其他有关影响因素

的贡献被忽略，因此得出无法使用环境变量预测空

气微生物浓度的结论。Ｓｅｏ等
［２２］证明除了不同粒径

的颗粒物外，还可以通过考虑温度或相对湿度等气

象条件来克服现有预测模型的局限性。本研究利用

ＧＢＤＴ模型并纳入多种相关环境变量的实时监测数

据，提高了空气微生物浓度预测精度。

本研究选择 ＧＢＤＴ模型预测空气中的微生物

浓度。一方面，ＧＢＤＴ模型作为一种集成学习算法，

在处理数据特征之间的非线性关系上具有优势，不

需要数据满足严格的假设分布，对环境数据与空气

微生物数据的非线性、非正态分布特点友好。另一
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方面，由于本研究收集到的空气微生物数据存在一

定的离群点，而ＧＢＤＴ模型对异常值具有鲁棒性，能

够自然地对非线性决策边界进行建模，进而提升模型

的预测精度。最终的试验结果也验证了我们的猜想，

ＧＢＤＴ模型的表现整体优于其他机器学习算法。Ａ

点（ＭＡＰＥ＝２２．４９％）、Ｂ点（ＭＡＰＥ＝３６．２８％）、Ｃ点

（ＭＡＰＥ＝２９．３４％）和Ｄ点（ＭＡＰＥ＝２６．４３％）的

平均预测精度为２８．６４％，表现稳定且在不同点位

的预测准确度差异不大。表明利用易监测的环境变

量作为替代测量方法来取代基于培养方法的空气微

生物浓度水平监测可行。

在不同的采样点，环境变量与微生物浓度之间

的相关性存在差异，与过往研究［１６１９］所得结论一致。

细菌浓度与环境变量之间的关系是复杂而不确定的，

因此传统线性回归方法并非最佳建模方法，本文中对

比模型结果表明ＧＢＤＴ算法可以自动识别和利用变

量之间的复杂关系，并得出更准确的预测结果。

基于传统培养方法的空气微生物浓度监测需要

熟练的试验人员和长期的培养过程［２９］，无法获得实

时的空气微生物浓度水平。本研究提出的基于机器

学习算法的空气微生物浓度预测模型，通过多种环

境变量实时模拟医院环境的空气中微生物浓度，提

供了一种快速的空气微生物浓度测量方法，节省了

大量的时间、经济和人力成本，为医院感染防控提供

了一种实时的反馈机制，有助于解决由医院环境带

来的感染问题。
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